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ディープ・ラーニングの将来性の高さは疑いがないでしょう
ディープ・ラーニングは、インターネット、いえ、それ以前のトランジスタと
同じくらい世の中に大きなインパクトを与えるであろう基盤技術だと
言われてきました

コンピュータの処理能力が大幅に向上し、ラベル付きデータセットを大量に利用できるようになった

ことで、ディープ・ラーニングはこれまでも、画像分類、仮想アシスタント、ゲーム・プレイングに大き

な進歩をもたらしており、今後も数知れないほどの業界でそうなるでしょう。従来の機械学習と比べ

て、ディープ・ラーニングは高い精度をもたらし、汎用性を高め、ビッグデータがより活用できるよう

になり、すべての側面で特定分野の専門知識の必要性は減少しています。

幅広い業態でディープ・ラーニングがその期待に応えられる

ようにするには、ディープ・ラーニング推論（トレーニングされ

たディープ・ラーニングのアルゴリズムを実行する部分）を組

み込みシステムに展開できるようにする必要があります。この

ように展開するにあたっては、特有の課題や要件があります。

このホワイト・ペーパーでは、組み込みシステムにディープ・

ラーニングを展開する上での課題と、ディープ・ラーニングに

適した組み込みプロセッサを選択するときに主に考慮すべき

ことを取り上げます。
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図1：従来のディープ・ラーニング開発の流れ

トレーニングと推論

ディープ・ラーニングは、トレーニングと推論という主に2つ

のフェーズから成り立ちます。以下の図1で示すとおり、この2

つはまったく別々の処理プラットフォームで行うことが可能で

す。ディープ・ラーニングのトレーニング・フェーズは通常、オ

フラインのデスクトップ PC上かクラウド上で行われ、大量の

ラベル付きデータセットをディープ・ニューラル・ネットワーク

（DNN）に流し込みます。このフェーズではリアルタイムの処

理性能や電力消費は問題とされません。トレーニング・フェー

ズの結果が、トレーニング済みニューラル・ネットワークにな

ります。このニューラル・ネットワークを展開すると、組み立

てラインでボトルを検分したり、部屋の中にいる人物の数を

数えたりトラッキングしたり、偽造紙幣かどうかを見分けたり

というような、特定の作業を実行することが可能になります。
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アルゴリズムを実行する機器にトレーニング済みニューラル・

ネットワークを展開したものが、推論とも呼ばれます。組み込

みシステムに課される制約を考えると、ニューラル・ネットワー

クのトレーニングは、推論を実行するプラットフォームとは別

の処理プラットフォームで行われることが多いでしょう。この

ホワイト・ペーパーでは、ディープ・ラーニングの推論部分に

対応するプロセッサの選択に焦点を当てます。このホワイト・

ペーパーで「ディープ・ラーニング」というときは、推論のこと

を指します。

エッジでのディープ・ラーニング

センサーが情報を収集する場所のなるべく近く、つまりネット

ワークのエッジで演算処理を行うという考え方は、近年の組

み込みシステムで中心となるポイントです。ディープ・ラーニ

ングについては、ネットワーク・エッジでのインテリジェンス

の利用や自律運用を可能にするために、この考え方がより重

要になります。工場フロアの自動化機械や産業用ロボットか

ら、自動で動く家庭用のロボット掃除機、農地で利用する農

業用トラクターにいたるまでの多くの用途で、ローカルで処理

が行われなければなりません。 

ローカル処理を行う理由は用途により多岐にわたります。以

下に挙げるのは、ローカル処理の必要性を高める原因となる

考慮事項のうちのごく一部です。

●  信頼性  インターネット接続が必ずしも当てにできるわけ

ではありません。

●  低レイテンシ  多くの用途で、即時応答が求められます。

用途によっては、どこか別の場所にデータを送信して処理

してもらうために生じる遅延時間が許容できないかもしれ

ません。

●  プライバシー  データには機密性が高いものがあり、そ

の場合は外部に送信したり保管したりすべきではありま

せん。

●  帯域幅  ネットワークの帯域幅の効率は、しばしば主要

な懸念事項となります。すべてのユースケースで持続的に

サーバーに接続できるわけではありません。

●  電力  組み込みシステムでは消費電力が常に優先課題で

す。データの移動には電力を消費します。より遠くまでデー

タを移動するには、より多くのエネルギーが必要です。

ディープ・ラーニング向けの
組み込みプロセッサの選択

ローカル処理を必要とする考慮事項の多くは、組み込みシス

テムが本来持っている課題と重なります。特に電力と信頼性

がそうです。他にも、組み込みシステムにはシステムの物理

的制約により考慮すべき要素がいくつかあります。サイズ、

メモリ、電力、温度、製品寿命に関連して、もちろんコストも

含めて、変えられない要件があることがしばしばです。

特定の組み込みアプリケーションでこれらすべての要件と課

題のバランスをとる中で、エッジでディープ・ラーニング推論

を実行するプロセッサを選択する際にいくつか考慮すべき重

要な要素があります。

●  アプリケーション全体を考慮  処理ソリューションを選

ぶ前に最初に理解しておくことの1つは、全体的なアプリ

ケーションの範囲です。必要な処理は推論実行だけなの

か、それとも従来のマシン・ビジョンにディープ・ラーニン

グ推論を追加して組み合わせて使用することになるのか、

といったことです。従来のコンピュータ・ビジョン・アル

ゴリズムをシステムが高レベルで実行し、それから必要な

ときにディープ・ラーニングを実行する方が効率性が高い

ことがよくあります。例えば、高fps（フレーム数 /秒）の入

力イメージ全体で古典的なコンピュータ・ビジョン・アル

ゴリズムを実行してオブジェクトをトラッキングし、識別さ

れたイメージの特定のサブ領域に低fpsでディープ・ラー

ニングを使用してオブジェクト分類を実行できます。この

例では、複数のサブ領域にまたがるオブジェクト分類には

推論インスタンスが複数必要になるか、または各サブ領

域で別々の推論を実行する可能性があります。各サブ領

域で別々の推論を実行する場合、従来のコンピュータ・ビ

ジョンとディープ・ラーニングの両方を実行することに加

えて、別々のディープ・ラーニング推論のインスタンスを複

数実行できる処理ソリューションを選択する必要がありま

す。図2は、イメージのサブ領域での複数のオブジェクトの

トラッキングと、トラッキングされる各オブジェクトで分類

を実行する場合の使用例です。



組み込みシステムへのディープ・ラーニングの導入 4 2018

●  適正な性能ポイントの選択  アプリケーション全体の範

囲の感覚がつかめたところで、アプリケーションのニーズ

を満たすためにどれくらいの処理性能が必要かを理解す

ることが重要になってきます。性能のかなりの部分がア

プリケーションに応じて異なるため、ディープ・ラーニン

グに関してはこれを理解するのは難しいことがあります。

例えば、ビデオ・ストリーミングでオブジェクトを分類す

る畳み込みニューラル・ネットワーク（CNN）の性能はさ

まざまな要素に左右されます。ネットワークで使われるレ

イヤ、ネットワークの深さ、ビデオ解像度、fps要件、ネッ

トワークの重みで使われるビット数などはそのごく一部で

す。しかし組み込みシステムでは、試行しながら必要な性

能の程度を把握することが重要です。というのも、一般

的に課題に対してプロセッサ性能が高すぎることは、消

費電力やサイズ、コストの増加とのトレードオフとなるから

です。プロセッサがResNet-10の1080p/30fpsに対応し、

高電力で集中型のディープ・ラーニング・アプリケーショ

ンで一般的によく使われるニューラル・ネット・モデルを

扱えるとしても、目的とする244×244領域で、より組み込

みに適したネットワークを運用するアプリケーションには

行き過ぎでしょう。

●  組み込みを考慮  適正なネットワークを選択することは、

適正なプロセッサの選択と同じくらい重要です。すべての

ニューラル・ネット・アーキテクチャが組み込みプロセッ

サに適合するわけではありません。より動作の少ないモ

デルに限定した方が、リアルタイムの性能を達成するのに

は役立ちます。組み込みスペース向けに設計されていな

い、AlexNetやGoogleNetのような名の知れたネットワー

クに代わって、精度を犠牲にして演算処理を大幅に省力

化するような、より組み込みに適したネットワークのベン

チマークを優先すべきです。同様に、これらのネットワー

クを組み込み領域に取り入れるツールを効果的に活用可

能なプロセッサを探しましょう。例えば、ニューラル・ネッ

トワークは多数のエラーを許容できます。量子化の利用

は、なるべく精度を落とさずに性能要件を抑えるためによ

い方法です。組み込み領域では、動的量子化をサポート

でき、スパース性（非ゼロの値の数を制限）などのその他

の手法を効果的に利用できるプロセッサが、よい選択肢

となります。

●  使いやすさを確保  使いやすさとは、開発が容易である

ことと、評価が容易であることを意味します。先に述べた

ように、プロセッサ性能を適正なサイズにすることは、設

計の上で重要な考慮事項です。このことを正しく行うには、

選択したネットワークを既存のプロセッサ上で実行するこ

とが最善の方法です。ネットワーク・トポロジを仮定して、

ある特定のプロセッサで実現可能な処理能力を表示する

ツールも提供されています。これにより実際のハードウェア

や確定されたネットワークを必要とせずに性能評価ができ

ます。開発では、CaffeやTensorFlowといった一般的に

使用されるフレームワークからトレーニング済みネットワー

ク・モデルを簡単にインポートできることが不可欠です。

図2：組み込みディープ・ラーニングを使用したオブジェクト分類の例



組み込みシステムへのディープ・ラーニングの導入 5 2018

ディープ・ラーニングに適したプロセッサを選択するとき、検

討すべきプロセッサの種類がさまざまあり、そのすべてに強

みや弱点があります。グラフィックス処理ユニット（GPU）は

ネットワーク・トレーニングに広く使われているため、通常は

最初に検討されます。GPUは処理能力は非常に高いのです

が、組み込みアプリケーションでよく見られる消費電力やサイ

ズ、コストの制約を考えると、組み込み領域で本格的に広ま

るにはいたっていません。

ディープ・ラーニングが普及するにつれて、消費電力とサイズ

が最適化された「推論エンジン」もだんだんと提供されるよ

うになってきました。推論エンジンは、特にディープ・ラー

ニング推論を実行することを目的とした専門のハードウェア

製品です。エンジンによっては1ビットの重みを使用するよう

最適化され、キーフレーズ検出のような単純な機能を実行で

きますが、省電力化と演算処理の省力化のために大幅に最

適化すると、システム機能や精度が犠牲となってしまいます。

推論エンジンが小さいと、オブジェクトの分類や精巧な作業

が必要なアプリケーションには十分な能力が得られないか

もしれません。これらのエンジンを評価するときは、アプリ

ケーションに対して適切なサイズかどうか確認してください。

ディープ・ラーニング推論の他にも処理が必要なアプリケー

ションのとき、これらの推論エンジンの限界が来ます。往々

にして、システム内の他のプロセッサとともに、ディープ・ラー

ニングのコプロセッサとして機能するようエンジンを使用する

ことが必要になります。

統合されたシステム・オン・チップ（SoC）は、多くの場合組み

込み領域ではよい選択肢です。その理由は、ディープ・ラー

ニング推論を実行可能なさまざまな処理要素を収容すること

に加えて、SoCは組み込みアプリケーション全体をカバーす

るのに必要な多数のコンポーネントも統合しているからです。

統合SoCの中には、ディスプレイ、グラフィック、ビデオ・アク

セラレーションおよび産業ネットワークの機能を内蔵するもの

があり、ディープ・ラーニングを実行するにとどまらないシン

グルチップ・ソリューションを実現します。

ディープ・ラーニング向けに高度に統合されたSoCの一例が、

テキサス・インスツルメンツのAM5749デバイスです（図3を

参照）。AM5749は、システム処理用にArm®Cortex®-A15

コアを2個、従来のマシン・ビジョン・アルゴリズム処理用に

C66xデジタル信号プロセッサ（DSP）コアを2個、推論実行

用に組み込みビジョン・エンジン（EVE）を2個備えています。

TIディープ・ラーニング（TIDL）ソフトウェア製品にはTIDL

ライブラリが含まれており、C66x DSPコアかEVEのいずれ

かで稼働し、デバイス上で同時に複数の推論を実行すること

が可能です。その上、AM5749は豊富なペリフェラル・セット

として、EtherCATといった工場フロアのプロトコルを実装す

るための産業用通信サブシステム（ICSS）、ビデオのエンコー

ド／デコードと3Dおよび2Dグラフィックのためのアクセラレー

ションを備えて、ディープ・ラーニングの実行も行う組み込み

領域でのこのSoCの使用を促進します。

多くの場合で、組み込みアプリケーションに対応するプロセッ

サを選択することが、製品用の部品選択時に最も重要となり

ますが、ネットワーク・エッジにディープ・ラーニングを導入す

るような、業界に変化をもたらす多くの製品でもそのようなこ

とが言えます。アプリケーション全体を考慮すること、適正

な性能ポイントを選択すること、組み込みを考慮すること、そ

して使いやすさを確保することなど、このホワイト・ペーパー

で述べてきたこれらの議題が、プロセッサを選択する上で検

討すべき課題に対する重要な指標となれば幸いです。

図3：Sitara™ AM5749 SoCのブロック図

http://www.tij.co.jp/product/jp/AM5749/description
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関連Webサイト：

●  Sitara AM57xプロセッサについてはこちらをご覧くだ

さい。

●  組み込みアプリケーション向けディープ・ラーニングを行

うSitara AM57xプロセッサに対応したプロセッサ・ソ

フトウェア開発キット（SDK） のダウンロードはこちら。

●  組み込みアプリケーション用ディープ・ラーニング推論

のリファレンス・デザインのダウンロードはこちら。

http://www.tij.co.jp/ja-jp/processors/sitara-arm/am5x-cortex-a15/overview.html
http://www.tij.co.jp/tool/jp/PROCESSOR-SDK-AM57X
http://www.tij.co.jp/tool/jp/PROCESSOR-SDK-AM57X
http://www.tij.co.jp/tool/jp/TIDEP-01004
http://www.tij.co.jp/tool/jp/TIDEP-01004
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